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Previsão de preços para contratos futuros agropecuários através de redes neurais e análise espectral multivariada

PRICE FORECASTING FOR FUTURE CONTRACTS ON AGRIBUSINESS THROUGH NEURAL NETWORK AND MULTIVARIATE SPECTRAL ANALYSIS
pronóstico de precios para contratos de futuros agrícolas a través de redes neuronales y análisis espectral MULTIVARIANTE
Resumo

Este estudo teve como proposta comparar os resultados preditivos da combinação do modelo de Análise Espectral Singular Multivariada (AESM) e o modelo de Redes Neurais Artificiais (RNA) com os resultados obtidos por modelos clássicos de previsão e de redes neurais para preços dos contratos futuros agropecuários comercializados na BM&FBOVESPA. Os resultados preditivos da combinação proposta, quando comparados com os obtidos pelos modelos clássicos e de redes neurais apresentaram os melhores desempenhos para previsões dos preços. O uso das medidas de erro e do teste estatístico preditivo para o passo à frente, confirmam isso. A pesquisa pode auxiliar os profissionais do mercado na formulação e aplicação de políticas de gestão de risco por conta da relevância da previsão dos preços como instrumento de planejamento além de ser útil na análise do comportamento do mercado ao especificar a tendência dos preços dos contratos futuros. 
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ABSTRACT

This study aimed to compare the forecasting results from combining the two models,   Multivariate Singular Spectrum Analysis (M-SSA)  and Artificial Neural Network (ANN), with the results obtained from classical forecasting and neural network models for prices of agricultural future contracts traded on BM&FBOVESPA. The forecasting results of the proposed combination, compared with those obtained from classical forecasting and neural network models showed the best performance for price forecasting. The use of the error measurements and predictive statistical test for the step-ahead confirm this. The research can help market professionals in the development and implementation of risk management policies due to the relevance of price forecasting as a planning tool, in addition to being useful in market behavior analysis in specifying the price trend of future contracts..
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RESUMEN

Este estudio tuvo como objetivo comparar los resultados de predicción de la combinación del modelo de Análisis Espectral Singular Multivariado (AEMS) y el modelo de Redes Neuronales Artificiales (RNA) con los resultados obtenidos por los modelos de pronóstico clásicos y redes neuronales para los precios de los contratos de futuros agrícolas negociados en la BM&FBOVESPA. Los resultados predictivos de la combinación propuesta, en comparación con los obtenidos por los modelos clásicos y redes neuronales mostraron el mejor desempeño de las previsiones de los precios. El uso de mediciones de error y prueba estadística predictiva para el paso adelante, lo confirman. La investigación puede ayudar a los profesionales del mercado en la formulación y aplicación de las políticas de gestión de riesgos debido a la relevancia de la previsión de precio como una herramienta de planificación, además de ser útil en el análisis del comportamiento del mercado mediante la especificación de la tendencia de los precios de los contratos de futuros.
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1. Introdução
As decisões tomadas pelos produtores, mesmo antes da realização da colheita, presumem o conhecimento do comportamento dos preços (Ribeiro; Sosnoski; Oliveira, 2010). As atividades agrícolas são caracterizadas por apresentarem movimentos cíclicos, sofrendo influência de vários fatores do mercado e apresentado elevada volatilidade (Oliveira; Aguiar, 2003). Isso acaba se constituindo num obstáculo para sua previsibilidade. 
Assim, o principal problema sobre a previsão dos preços dos produtos agrícolas reside na sazonalidade que ocorre em razão dos fatores climáticos, mercadológicos e conjunturais que promovem incerteza de renda para os agricultores, armazenadores, exportadores bem como processadores desses produtos (Martins; Martinelli, 2010).
Com o intuito de administrar essa sazonalidade, o mercado futuro permite a permuta dos riscos com especuladores, apresentando-se como instrumento de segurança e sinalização de preços. Para Hull (1996) os contratos futuros podem ser definidos como compromissos de compra ou venda de um determinado ativo, numa data pré-estabelecida, a um preço que possa refletir a relações da oferta e demanda naquele momento. 

Assim, a previsão das cotações dos contratos futuros tem sido cada vez mais objeto de interesse dos profissionais do mercado e dos acadêmicos uma vez que através dela é possível reduzir a incerteza no processo de decisão por parte daqueles que negociam no mercado. Schwager (1995) explica que através da previsão é possível auxiliar os envolvidos nos mercados agropecuários tanto como os especuladores, que buscam obter ganhos através das oscilações de preços no curto prazo, proporcionado ao mercado liquidez. 

Dada a importância da previsão das cotações de contratos futuros no curto prazo, pesquisas realizadas sobre previsão de seus preços (Bressan, 2004; Lima; Góis; Ulises, 2007; Sobreiro et. al., 2008; Lima et al., (2010); Ferreira et.al., 2011; Miranda; Coronel; Vieira, 2013; Tibulo; Carli, 2014) alternam-se entre análise empírica que ora fazem uso de modelos clássicos que decompõem a série temporal para posterior previsão ora utilizam o modelo de redes neurais que não realiza tal decomposição. 
No estudo realizado por Lima et al. (2010) os autores destacam a importância de promover uma maior discussão sobre a combinação dos modelos de decomposição de séries temporais com modelos para fins de previsão, com o intuito de melhorar o desempenho das previsões realizadas.
A partir disto e, numa condição de curto prazo, o objetivo da pesquisa é o de realizar a previsão dos preços dos contratos futuros agropecuários negociados na Bolsa de Valores, Mercadorias e Futuros de São Paulo (BM&FBOVESPA) através da combinação do modelo AESM com o modelo RNA, definida a partir de agora como AESM-RNA. A justificativa para seu uso dá-se pela condição de melhora do desempenho preditivo. 
Em seguida, visando verificar a melhora de desempenho das previsões realizadas, a pesquisa proposta irá realizar a comparação do desempenho preditivo do modelo AESM-RNA com os modelos clássicos e de redes neurais.

O artigo foi organizado da seguinte forma: na próxima seção é apresentado o referencial teórico dos modelos utilizados em estudos de previsão de preços para contratos agropecuários no Brasil além do desempenho das previsões obtido nesses estudos; na seção 3 são descritos a metodologia além dos modelos de previsão utilizados na pesquisa proposta; na seção 4 os resultados dos testes de normalidade, normalidade multivariada, linearidade, estacionaridade, testes preditivos e resultados empíricos são apresentados; as conclusões e sugestões para próximas pesquisas são expostas na seção 5.
2. Referencial teórico
Na literatura de séries temporais é possível distinguir duas estratégias clássicas de modelagem. A primeira delas é considerada simples e refere-se aos modelos de suavização exponencial enquanto que a segunda caracteriza a metodologia de Box-Jenkins. Os modelos de suavização exponencial, também definidos como modelos de alisamento ou amortecimento, são técnicas desenvolvidas para um fim específico e que não requerem fundamentação probabilística. Utilizam a ideia de distribuição de pesos no decorrer do período, com o objetivo de considerar ponderações variantes no tempo. Dentre os modelos de

suavização exponencial o algoritmo sazonal Holt-Winters (HW) é indicado para séries temporais com padrão de comportamento mais complexo, que além de apresentarem sazonalidade também consideram tendência e ruído (Morettin; Toloi, 2006).

Levando em conta que, através da suavização, um processo de médias móveis é pouco intuitivo para representar o comportamento de uma particular série temporal e, considerando que a aplicação dos modelos autorregressivos (definido por valores anteriores e adição do ruído) é comum em diferentes áreas do conhecimento, pode-se utilizar os termos autorregressivos e de médias móveis simultaneamente com o objetivo de melhoria. Assim, tal combinação caracteriza o modelo definido pela literatura como Autoregressive Moving Average Model (ARMA).

Agora, caso a série não seja estacionária, aplica-se a ela um processo de diferenciação, ou seja, tomam-se diferenças sucessivas da série temporal original. Com isso, é dada a formação do modelo Autoregressive Integrated Moving Average (ARIMA). Esse modelo fundamenta-se na construção de métodos ajustados em suas propriedades probabilísticas.
Em algumas situações as séries temporais podem apresentar flutuações periódicas a exemplo dos fenômenos metereológicos que, quando avaliados trimestralmente costumam apresentar correlações mais elevadas quando são usadas defasagens múltiplas de quatro, conforme as estações do ano (Esquivel, 2012). Com isso, é adequado considerar uma periodicidade estocástica para avaliar o comportamento da série temporal. Portanto, quando o modelo ARIMA leva em consideração essa sazonalidade ele passa a ser conhecido na literatura como Seasonal Autoregressive Integrated Moving Average (SARIMA).
Além dessas estratégias de modelagem, pesquisas realizadas com contratos futuros agropecuários (Bressan, 2004; Sobreiro et. al., 2008; Ferreira et.al., 2011; Miranda; Coronel; Vieira, 2013) fazem uso de outra estratégia que não requer parâmetros da série temporal em análise. Trata-se do modelo RNA em que através de um capturador automático aproxima equações sem que seja necessário deduzi-las. Além de não requerer parâmetros da série o modelo RNA se diferencia dos modelos clássicos e de suavização exponencial de previsão por ser um modelo que opera com algoritmo de aprendizado. Tal algoritmo busca imitar a estrutura de interconexões do cérebro humano, com o intuito de incorporar o padrão de comportamento de uma série temporal de modo a prever, da maneira mais eficiente possível, valores futuros dessa série (Turban, 1993).
A construção do modelo RNA envolve desde a modelagem adequada da rede neural até as transformações utilizadas para transmitir os dados a rede e aos métodos utilizados para interpretar os resultados obtidos. Esses aspectos são dados pela: modelagem, transformação e interpretação sendo fundamentais na utilização do modelo RNA para realização das previsões dos preços.

2.1 Desempenho das previsões dos modelos clássicos e de redes neurais

Ao investigarem o comportamento dos preços dos contratos da soja, através do modelo ARIMA-GARCH, Lima et al. (2010) explicam que os resultados de previsão dos preços foram particularmente satisfatórios. Para a previsão dos preços do milho, Tibulo e Carli (2014) fazem uso dos modelos ARIMA e do algoritmo sazonal HW aplicados à série temporal do preço médio mensal do milho na região do Rio Grande do Sul. Para os autores a análise dos resultados demonstrou que o algoritmo sazonal HW aditivo apresentou melhores resultados para previsões do preço do milho em comparação ao modelo ARIMA.

Para previsão dos preços dos contratos para boi gordo, café e soja, Bressan (2004) fez uso do modelo clássico ARIMA e do modelo RNA. Os resultados apresentaram ganhos na maioria dos contratos analisados, indicando o potencial de utilização dos modelos como ferramenta de decisão em negociações com destaque para operações fundamentadas nas previsões realizadas pelo modelo ARIMA. Em relação ao modelo clássico ARMA e o modelo RNA utilizados para previsão de preços do contrato futuro do café, Miranda, Coronel e Vieira (2013) ao avaliarem suas potencialidades de previsão concluíram que o modelo RNA demonstrou-se eficaz na previsão dos preços, uma vez que os valores previstos foram próximos aos observados. 

Em pesquisa para avaliar a aplicação do modelo RNA Sobreiro et al. (2008) utilizam os preços do contrato futuro do açúcar. Os resultados obtidos demonstraram que a aplicação obteve uma aproximação significante comparada às cotações reais, o que para os autores evidência a importância do modelo RNA para a estimação dos preços. Ferreira et al., (2011) para previsões dos preços dos contratos futuros para soja, boi gordo, milho e trigo também utilizaram o modelo RNA. Os dados obtidos na pesquisa evidenciaram para os autores a possibilidade do uso de redes neurais como uma estratégia de precificação. 
Essas pesquisas apresentam diferentes metodologias para identificar padrões de comportamento da série temporal em análise e realizar previsões. Ao avaliarem o comportamento da série temporal em estudo os modelos clássicos fazem uso da metodologia de Box-Jenkins ou da ideia de distribuição de pesos no decorrer do período, com o objetivo de considerar ponderações variantes no tempo. Assim, as metodologias descritas nas pesquisas consistem no ajuste sistemático dos modelos aos valores de uma série temporal de forma que os resíduos obtidos na decomposição representem o ruído. Como o modelo RNA não faz a decomposição da série temporal para realização do processo de previsão, isto acaba explicando a utilização do modelo AESM na pesquisa proposta, além do seu carácter multivariado.
3. PROCEDIMENTOS MetodolÓgiCOs
 

A pesquisa para avaliar os desempenhos de previsão irá confrontar os resultados da combinação dos modelos AESM e RNA com aqueles obtidos pelo algoritmo sazonal HW e o modelo SARIMA, por conta dos aspectos de sazonalidade das séries temporais, além dos resultados do modelo RNA sem que seja feita a decomposição na série temporal. 
Para realização da decomposição pelo modelo AESM e das previsões dos modelos utilizados na pesquisa usou-se o pacote estatístico R. O mesmo pacote foi útil para aplicação dos testes estatísticos para a normalidade, conforme Anderson-Darling (AD) e Shapiro-Wilk (SW) além de Doornik-Hansen-Omnibus (DHO) para a normalidade multivariada. Também foi útil nos testes de McLeod e Li (1983) e Tsay (1986) para linearidade e de Dickey-Fuller por Mínimos Quadrados Generalizados (DF-GLS) e Kwiatkowski-Phillips-Schmidt-Shin (KPSS) para a estacionariedade das séries temporais. 
Como as previsões podem apresentar erros, independente do modelo adotado, costuma-se avaliar o resultado das previsões ao comparar os valores obtidos com os valores da série temporal original e, determinar o seu desempenho através de alguma medida. Então, na pesquisa, as previsões foram confrontadas com a 8a semana subsequente a semana final da amostra. Para isso, a avaliação de desempenho fez uso da medida Erro Quadrático Médio (EQM) definida por:
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 a quantidade de observações previstas e reservadas para avaliação. Além dessa medida, a pesquisa faz uso da metodologia proposta por Goyal e Welch (2003), dada pela diferença entre os erros de previsão ao quadrado acumulados do modelo de melhor desempenho e os erros de previsão ao quadrado acumulados do modelo de melhor desempenho subsequente, considerando o Erro Quadrático Acumulado (EQA) dado por:
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sempre que esta diferença for positiva, o modelo de melhor desempenho subsequente supera o de melhor desempenho.

Ao considerar duas previsões de uma série temporal 
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 como os respectivos erros de previsão, uma análise das perdas associadas a cada uma dessas previsões deve ser feita através do teste estatístico proposto por Diebold e Mariano (1995), definido nesta pesquisa como teste DM, que faz uso de uma função perda para medir o erro de previsão, ou seja, a perda é calculada a partir de valores realizados e previstos da variável em questão. Com isso, o teste verifica se a perda diferencial não é significante entre as duas previsões realizadas.
3.1 Modelo utilizados na pesquisa
3.1.1 Modelo AESM

O modelo AESM foi inicialmente utilizado em dados atmosféricos. Para isso, grande parte das séries temporais foi extraída de variáveis associadas ao clima e representadas por localidades ou regiões num mapa (Keppenne; Ghil, 1993; Plaut; Vautard, 1994). O aspecto multivariado do modelo busca uma melhor separação entre sinal e ruído evitando que se percam informações sobre as relações das séries temporais entre si.

Semelhante ao modelo espectral de análise univariada, o modelo AESM é definido em dois estágios: decomposição e reconstrução. O estágio de decomposição é dado por dois passos: incorporação e decomposição em valor singular. O passo incorporação pode ser considerado como um mapeamento que transfere um conjunto 
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 de séries temporais unidimensionais 
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 o comprimento da janela. Os vetores 
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 é uma matriz Hankel que tem como característica entradas constantes ao longo das diagonais paralelas à diagonal secundária. Neste passo, considerando um conjunto 
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 em cada série temporal 
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, considerando que a matriz trajetória é uma sequência dos vetores defasados. O resultado do passo incorporação, conforme descrito por Hassani e Mahmoudvand (2013) é a formação de um bloco de matrizes trajetórias 
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No segundo passo, definido como decomposição em valor singular (DVS), é realizada a decomposição da matriz 
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A estrutura em (4) é similar a matriz de variância-covariância obtida na literatura clássica da análise estatística multivariada e a matriz 
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 é a mesma utilizada pelo modelo de análise univariada para uma única série temporal 
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 representa o bloco de matriz elementar, 
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 o posto do bloco da matriz que corresponde ao número de autovalores não nulos. 

No estágio reconstrução o passo agrupamento para o modelo AESM corresponde em dividir os blocos de matrizes elementares 
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 em grupos disjuntos somando-os dentro de cada grupo (Hassani; Mahmoudvand, 2013). Assim, o desdobramento do conjunto de índices 
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onde 
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 são definidos como bloco de matrizes resultantes.

Assim, como um caso simples que apresenta as componentes sinal (tendência e sazonalidade) e ruído da série temporal, são usados dois grupos de índices, conforme 
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 um inteiro maior que 1.  
Uma ferramenta que auxilia na separação das componentes é o gráfico w-correlação cumulativa. Sua metodologia considera na definição da w-correlação 
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 é definida com o primeiro e segundo conjuntos de autotriplas como integrantes da subsérie sinal 
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Essas w-correlações cumulativas são plotadas num gráfico, conforme Figura 1. Logo, a existência da estrutura da série temporal está indicada por mínimos locais e máximos. Um padrão típico é um declínio para as w-correlações cumulativas e isso correspondente a uma separação das componentes sinal e ruído. Com base nisso, percebe-se na Figura 1 que a subsérie sinal 
[image: image55.wmf])

(

s

N

i

Y

 será dada pelos conjuntos autotriplas 1-5 e, a subsérie ruído 
[image: image56.wmf])

(

n

N

i

Y

 pelos conjuntos 6-12, uma vez que 
[image: image57.wmf])

6

(

C

 indica uma alteração deste declínio.

[image: image148.png]0.008
0.007
0.006 -
0.005
0.004
0.003
0.002
0.001 4

8

9

10

"

12




 

[image: image149.emf]1.90

1.95

2.00

2.05

2.10

2.15

2.20

2.25

2.30

2.35

2.40

2.45

2.50

2.55

2.60

2.65

2.70

2.75

1 2 3 4 5 6 7 8


[image: image150.emf]1.30

1.35

1.40

1.45

1.50

1.55

1.60

1.65

1.70

1.75

1.80

1.85

1.90

1.95

2.00

2.05

2.10

1 2 3 4 5 6 7 8


Figura 1 – Correlações cumulativas para as primeiras autotripla
Fonte: Patterson et al., (2011)
3.1.2 Algoritmo sazonal HW 

Os modelos de suavização exponencial, também definidos como modelos de alisamento ou amortecimento, são desenvolvidos para um fim específico e não requerem fundamentação probabilística. Utilizam a ideia de distribuição de pesos no decorrer do período, com o objetivo de considerar ponderações variantes no tempo. A incorporação da sazonalidade no algoritmo sazonal HW pode ser realizada através de dois enfoques distintos, dependentes do padrão de sazonalidade identificado na série: sazonalidade multiplicativa e aditiva. Ao considerar a sazonalidade multiplicativa, Morettin e Toloi (2006) explicam que série temporal pode ser definida por:
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com 
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 o nível da série, 
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 o erro aleatório no instante 
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A forma de recorrência para o enfoque multiplicativo, nesta pesquisa, é dado por HWm, com o fator de sazonalidade multiplicativo representado pelas equações que envolvem as três constantes de suavização, 
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, 
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 e 
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, conforme:
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em que 
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 são as condições das constantes de suavização do modelo e 
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 representa o número de observações.

As previsões para os valores futuros levam em conta os passos à frente 
[image: image73.wmf]h

, assim, em cada equação o fator sazonal considera o período correspondente, de acordo com as equações abaixo:
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Para o enfoque sazonalidade multiplicativa a correção dos erros 
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 é dada:
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O outro enfoque do método, dado nesta pesquisa por HWa, é aplicado quando a série apresenta sazonalidade da forma aditiva. Assim, para Morettin e Toloi (2006) ao tomar por base o fator sazonal aditivo a série temporal fica representada pela soma de todos os componentes conforme:
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Na sazonalidade aditiva a forma de recorrência é dada pelas equações:
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com as mesmas condições das constantes de suavização do modelo para o enfoque multiplicativo bem como 
[image: image79.wmf]s

 representando o número de observações.

Os valores futuros são previstos através das equações:
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O procedimento de correção dos erros para este tipo de sazonalidade é dado por:
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3.1.3 Modelo SARIMA 

Em algumas situações é importante considerar a sazonalidade estocástica para explicar o comportamento sazonal da série temporal. Desta maneira, a recomendação é que uma das variações do modelo ARIMA seja utilizado. Trata-se do modelo SARIMA. Para Box e Jenkins (1976) o modelo geral representado por ARIMA (p,d,q)x(P,D,Q) pode ser definido:
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com 
[image: image83.wmf])
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 o operador autoregressivo, 
[image: image84.wmf]P

F

 o polinômio estacionário autoregressivo sazonal de ordem 
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, 
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 o operador diferença, 
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 o valor esperado da série, 
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 o operador de médias móveis, 
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Q

 o polinômio invertível de médias móveis sazonal de ordem 
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 e 
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 um erro aleatório.

O polinômio estacionário autoregressivo sazonal de ordem 
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 é dado por:
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O polinômio invertível de médias móveis sazonal de ordem 
[image: image94.wmf]Q

 é dado por:
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com o operador diferença sazonal de ordem 
[image: image96.wmf]D

 representado por:
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De modo geral, a primeira diferenciação sazonal  
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 consegue excluir a sazonalidade da série temporal (Esquivel, 2012).
3.1.4 Modelo RNA
O modelo RNA é adaptável às séries temporais e se diferencia dos modelos clássicos de previsão por ser um modelo não paramétrico e por envolver algoritmos de aprendizado (Lima et. al., 2010). De forma simplificada, uma rede neural é uma estrutura computacional baseada num processo biológico inspirado na arquitetura do cérebro humano.

Conforme descrito por Pasquotto (2010) cada neurônio artificial funciona como uma unidade com autonomia cujo objetivo é o de converter um sinal de entrada em outro sinal de saída. Como os neurônios estão atuando em rede a intensidade desses sinais é amplificada ou amortecida de acordo com os parâmetros que são atribuídos às sinapses, também definidos por pesos sinápticos ou apenas pesos.
Os neurônios artificiais se agrupam em três tipos de camadas: a camada de entrada, a camada intermediária ou oculta e a camada de saída. Para Haykin (2001), os neurônios entre diferentes camadas são conectados por sinapses que, por sua vez, estão associadas a pesos ou importâncias relativas de cada neurônio de uma camada com o neurônio de uma camada subsequente.
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Figura 2 – Neurônio artificial

Fonte: Haykin (2001)
O modelo de neurônio artificial representado pela Figura 2 é dado por diversos elementos. Os elementos do neurônio artificial descritos na Figura 2 são representados por: 
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 que indica o número de sinais de entrada do neurônio; 
[image: image114.wmf]j

x

o j-ésimo sinal de entrada do neurônio; 
[image: image115.wmf]gj

w

 o peso associado com o j-ésimo sinal de entrada no neurônio 
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; 
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 o limiar de cada neurônio também denominado de bias; 
[image: image118.wmf]g

v

 uma combinação ponderada de sinais de entrada e do bias do g-ésimo neurônio e 
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 como função de ativação do g-ésimo neurônio.

O bias apresenta o efeito de aumentar ou reduzir a entrada da função de ativação conforme seu sinal muda de positivo para negativo. Com um pequeno ajuste, Pasquotto (2010) explica que é possível realizar a substituição do bias 
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 para uma entrada fixa 
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 de forma que o bias torna-se um novo peso sináptico 
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Com isso, pode-se descrever matematicamente o neurônio 
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 por:
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com 
[image: image126.wmf]g
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 definido como campo local induzido ou potencial de ativação e a função de ativação definindo a saída 
[image: image127.wmf])
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 do g-ésimo neurônio no instante t.

A função de ativação pode ser linear ou não linear conforme conveniência. Dentre as funções mais utilizadas na literatura Pasquotto (2010) cita: i) função de limiar, que é uma função descontínua e binária; ii) função sigmoide, que é uma função contínua em forma de S, variando de 0 a 1 e iii) função tangente hiperbólica, que é uma função contínua e derivável em todos os seus pontos, o que a torna uma função conveniente para o algoritmo de treinamento.

A arquitetura para o modelo RNA sofre mudanças de acordo com sua finalidade. A maneira como os neurônios estão distribuídos em rede está relacionada com o algoritmo de aprendizagem utilizado. A classificação dada na literatura considera a maneira como o processamento ocorre na rede neural bem como os neurônios estão dispostos em camadas. Para Haykin (2001) as classificações em camada única, multicamadas, alimentadas à frente e recorrentes constituem algumas maneiras dentre muitas possibilidades de apresentar a arquitetura da rede neural. 

Outro aspecto importante diz respeito ao tipo de treinamento que consiste em ajustar os parâmetros da rede de maneira interativa. Pasquotto (2010) explica que para as redes neurais existem dois padrões de aprendizado: supervisionado e não supervisionado. 

O aprendizado supervisionado funciona indicando na saída da rede a resposta correta para cada situação. Existe um conjunto de dados de entrada apresentados à rede neural como exemplos que geram uma saída de rede que é comparada com a saída esperada, obtendo-se desta forma o erro correspondente. Considerando o neurônio 
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 na saída de uma rede no instante 
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com 
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 como sinal de resposta desejada do neurônio 
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 no instante 
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 como sinal de saída do neurônio 
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 no instante 
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. 
O erro é usado como parâmetro interativo de ajuste de pesos cuja intenção é a de reduzir progressivamente o erro até um valor mínimo aceitável. O algoritmo de retropropagação é muito utilizado para o aprendizado supervisionado (Lima et. al., 2010).
Através dele é possível percorrer a função de erro na saída da rede em busca de um ponto mínimo. Os pesos sinápticos podem ficar alterados após serem percorridas duas etapas: i) propagação à frente e ii) retropropagação. Na primeira etapa o sinal é propagado ao longo da rede iniciando pela primeira camada até gerar o erro na última camada. Na segunda etapa, o erro é corrigido camada a camada, alterando os pesos no sentido inverso.

No algoritmo de retropropagação os pares de entrada-saída são apresentados, cada um deles para a rede neural, existindo duas maneiras de se aplicar a correção dos erros. Na primeira, definida como alteração incremental, a alteração nos pesos é realizada sempre que um novo par entrada-saída é apresentado à rede gerando um erro que é corrigido individualmente logo após cada par ser submetido à rede.

Ao contrário da primeira maneira, na alteração por lote, todos os 
[image: image138.wmf]n

 pares são apresentados à rede neural gerando-se um erro correspondente a todo lote e, só depois disto, é realizada a atualização dos pesos, podendo envolver a apresentação repetitiva do mesmo conjunto de pares por muitas vezes.

Já o aprendizado não supervisionado apresenta como característica a ausência na saída da rede neural de uma resposta correta. Ou seja, como não existem vetores de respostas desejadas não existem comparações para fornecer erros. Nesta situação de aprendizado são fornecidas a rede neural condições para realização de uma medida independentemente da tarefa que deve ser aprendida e os parâmetros livres da rede são otimizados em relação a esta medida. Para este tipo de aprendizado Haykin (2001) explica que existem duas maneiras de conduzi-lo: por reforço e de forma auto-organizada.
3.2 Dados

Os dados utilizados nesta pesquisa foram os preços dos contratos futuros para café, etanol, boi gordo, milho e soja, negociados na BM&FBOVESPA obtidos no banco de dados desta bolsa para o período de 1 de janeiro de 2005 a 3 de outubro de 2014, totalizando 3.562 registros diários. Justifica-se o uso dos preços dos contratos mais próximos ao vencimento uma vez que foram os mais ativos em volume negocial no período em análise. Em seguida, a série temporal foi convertida para periodicidade semanal, num total de 509 semanas. 

4. análise dos resultados

4.1 Testes estatísticos aplicados sobre os dados

As séries dos preços dos contratos negociados na BM&FBOVESPA são identificadas na pesquisa conforme: ICF (café), ETH (etanol), BGI (boi gordo), CCM (milho) e SOJ (soja) seguindo o código sugerido pela bolsa. Para testar se a amostra de dados tem origem de uma população com uma distribuição específica os testes AD e SW são usados. Na pesquisa os dois testes permitem uma visão abrangente sobre os dados seguirem uma distribuição normal. Como pode ser visto, a partir dos resultados do p-valor dispostos na Tabela 1, é possível rejeitar a hipótese nula. Com isso as séries temporais não estão distribuídas normalmente.
Tabela 1 – Teste de normalidade AD, SW e p-valor

	 
	ICF
	ETH
	BGI
	CCM
	SOJ

	Número de Observações
	509
	509
	509
	509
	509

	Shapiro-Wilk
	0.91
	0.90
	0.92
	0.91
	0.91

	p-valor
	0.00
	0.00
	0.00
	0.01
	0.00

	Anderson-Darling 
	2.61
	1.47
	3.21
	1.73
	1.82

	p-valor
	0.00
	0.00
	0.00
	0.00
	0.00


Fonte: Dados da pesquisa
Para avaliar o aspecto da normalidade do conjunto de dados, fez-se o uso do teste DHO que é um teste de normalidade multivariada aplicado entre pares formados pelas séries temporais cuja hipótese nula é que os dados seguem uma distribuição normal multivariada. Os resultados dos p-valores apresentados na Tabela 2 indicam que há fortes evidências de não normalidade multivariada entre os pares formados. Na pesquisa o uso do teste DHO justifica-se para conhecimento das características das séries temporais uma vez que o modelo AESM não pressupõe a hipótese de normalidade dos dados.
Tabela 2 – Teste de normalidade multivariada DHO e p-valor

	 
	ICF
	ETH
	BGI
	CCM
	SOJ

	CAFE
	
	24.03
	47.09
	27.03
	37.44

	p-valor 
	 
	0.00
	0.00
	0.00
	0.00

	ETAN
	
	
	26.05
	24.29
	16.84

	p-valor 
	 
	 
	0.00
	0.07
	0.00

	BOIG
	
	
	
	46.59
	24.15

	p-valor 
	 
	 
	
	0.00
	0.00

	MILH
	
	
	
	
	21.53

	p-valor 
	 
	 
	
	
	0.00


Fonte: Dados da pesquisa
Os testes de não linearidade de Tsay (1986) e de McLeod e Li (1983) também são aplicados nas séries temporais. Para o primeiro teste os dados são filtrados por um modelo AR. A Tabela 3 apresenta os resultados para os dados da amostra com base em lags de 5 e 10 semanas. Considerando que os dois testes apresentam como hipótese nula que os dados seguem comportamento linear, com base nos p-valores dispostos é possível rejeitar a hipótese nula e concluir, desta forma, que as séries temporais são não lineares.
Tabela 3 – p-valor para testes Tsay e McLeod 

	 
	Lags
	ICF
	ETH
	BGI
	CCM
	SOJ

	Número de Observações
	
	509
	509
	509
	509
	509

	Tsay 
	5
	
	
	
	
	

	p-valor
	
	0.01
	0.00
	0.00
	0.00
	0.00

	Tsay 
	10
	
	
	
	
	

	p-valor
	
	0.00
	0.00
	0.01
	0.00
	0.00

	McLeod
	5
	
	
	
	
	

	p-valor
	
	0.00
	0.00
	0.00
	0.01
	0.00

	McLeod
	10
	
	
	
	
	

	p-valor
	
	0.01
	0.00
	0.00
	0.00
	0.00


Fonte: Dados da pesquisa
Por fim, foram realizados os testes DF-GLS e KPSS para avaliar a estacionariedade das séries temporais. A Tabela 4 apresenta os resultados dos dois testes. Para o primeiro teste a hipótese nula é que as séries temporais possuem raiz unitária e, portanto, não são estacionárias. Em relação ao segundo teste a hipótese nula é que as séries temporais não possuem raiz unitária e, portanto, são estacionárias. Desta forma, os testes confirmam que as séries temporais não são estacionárias. Em resumo, as séries temporais utilizadas na pesquisa não são estacionárias, não são lineares e, não apresentam normalidade multivariada.

Tabela 4 – Teste DF-GLS e KPSS para o conjunto de séries 

	Séries temporais
	DF-GLS
	Valor

Crítico 5%
	KPSS
	Valor

Crítico 5%

	ICF
	-1,57
	-2,89
	0,17
	0,146

	ETH
	-1,25
	-2,89
	0,21
	0,146

	BGI
	-2,13
	-2,89
	0.18
	0,146

	CCM
	-2,15
	-2,89
	0.24
	0,146

	SOJ
	-1,48
	-2,89
	0,16
	0,146


Fonte: Dados da pesquisa
A Figura 3 apresenta o comportamento da série temporal dos preços de cada contrato futuro no período de 1 de janeiro de 2005 a 3 de outubro de 2014, num total de 509 semanas. Através dela é possível verificar o aspecto da sazonalidade dos preços para cada contrato.










Figura 3 – Comportamento semanal dos preços dos contratos
Fonte: Dados da pesquisa
4.2 Aplicações empíricas 

Na realização das previsões feitas pelos modelos HWa e HWm utilizados na pesquisa, a escolha dos valores de parâmetros de alisamento é definida pelo pacote R com base na minimização da soma dos quadrados dos erros de previsão um passo à frente para posterior aplicação da rotina de previsão. Em relação ao modelo SARIMA, as ordens 
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 foram definidas com base na minimização dos valores para Akaike Information Criterion (AIC) através de rotina própria do pacote R. Ou seja, a rotina se propõe a identificar o modelo mais adequado para cada série através da identificação das ordens 
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ao minimizar os valores para AIC, considerando 
[image: image141.wmf]d

 e 
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, respectivamente, o grau de diferenciação e o grau de diferenciação sazonal.
Para verificar a presença de raiz unitária sazonal o teste DHF (Dickey, Hazsa, Fuller),  cuja  hipótese nula é a presença de raiz unitária, foi aplicado. Através da Tabela 5 identifica-se que as séries possuem raiz sazonal (não são estacionárias).
Tabela 5 – Teste DHF para o conjunto de séries 

	Séries temporais
	DHF
	Valor

Crítico 5%

	ICF
	-1,45
	-3,74

	ETH
	-1,53
	-3,74

	BGI
	-2,33
	-3,74

	CCM
	-2,76
	-3,74

	SOJ
	-1,97
	-3,74


Fonte: Dados da pesquisa
No modelo AESM-RNA foi utilizado como comprimento da janela 
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 igual a 85 semanas uma vez que 
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 define o tamanho ótimo de janela (Hassani; Mahmoudvand, 2013). Então, após a decomposição e eliminação do ruído a série temporal foi submetida ao processo preditivo do modelo RNA. Na aplicação do modelo RNA o pacote R fez uso de redes neurais com 1 camada composta de alguns neurônios, admitindo um número máximo de iterações igual a 100.000 com aprendizado supervisionado e aplicação do algoritmo de retropropagação.
Das 509 semanas disponíveis para cada serie temporal as 420 primeiras foram usadas como entrada e as restantes como treinamento. Uma vez que o pacote permite a alteração da quantidade de neurônios, foram utilizados modelos com alguns neurônios. Após o treinamento, o modelo com 7 neurônios foi aquele que apresentou o menor valor para AIC, sendo selecionado como o modelo adequado. Como a pesquisa também se propõe a aplicação da RNA sem qualquer combinação com outro modelo essa mesma rotina é aplicada nas séries temporais sem que a decomposição e eliminação do ruído fossem realizadas.
Semelhante as pesquisas realizadas por Lima, Góis e Ulises (2007), Sobreiro et al. (2008) e Lima et al. (2010) que utilizaram períodos curtos, conforme 13, 17 e 10 dias, respectivamente para previsão dos preços dos contratos futuros agropecuários, a pesquisa proposta fez uso dos passos à frente de 4 e 8 semanas para previsão. Este período é considerado como período fora da amostra e atende aos objetivos de curto prazo para aqueles que negociam e garantem liquidez ao mercado.
Tabela 6 – Desempenho de previsão pelo EQM

	
	Paramêtros
	
	EQM
	
	

	Série
	L
	(p,d,q)(P,D,Q)
	h
	AESM-RNA
	HWa
	HWm
	SARIMA
	RNA
	MD

	ICF
	85
	(0,1,0)(0,1,1)
	4
	1.2-E04
	1.8E-03
	1.8E-03
	6.2E-03
	1.3E-03
	AESM-RN

	
	
	
	8
	1.3-E04
	1.9E-03
	1.9E-03
	6.4E-03
	1.4E-03
	AESM-RN

	ETH
	85
	(0,1,1)(0,1,1)
	4
	2.4E-04
	2.6E-04
	2.6E-04
	2.5E-04
	2.9E-04
	AESM-RN

	
	
	
	8
	2.4E-04
	2.5E-04
	2.5E-04
	2.5E-04
	2.9E-04
	AESM-RN

	BGI
	85
	(1,1,0)(0,1,1)
	4
	4.0E-04
	5.0E-04
	5.0E-04
	1.5E-04
	2.1E-04
	SARIMA

	
	
	
	8
	4.1E-04
	5.3E-04
	5.3E-04
	1.4E-04
	2.0E-04
	SARIMA

	CCM
	85
	(1,1,0)(0,1,1)
	4
	5.1E-04
	7.1E-04
	7.1E-04
	5.7E-04
	6.4E-04
	AESM-RN

	
	
	
	8
	5.2E-04
	7.3E-04
	7.3E-04
	5.6E-04
	6.4E-04
	AESM-RN

	SOJ
	85
	(1,1,0)(0,1,1)
	4
	1.7E-05
	1.5E-03
	1.5E-03
	8.6E-05
	1.9E-04
	AESM-RN

	
	
	
	8
	1.6E-05
	1.3E-03
	1.3E-03
	8.5E-05
	1.3E-04
	AESM-RN


Fonte: Dados da pesquisa
Além do comprimento da janela 
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 para AESM e dos parâmetros utilizados pelo modelo SARIMA, observa-se na Tabela 6 com base na medida EQM não existir diferenças para as previsões realizadas entre o algoritmo sazonal HW com sazonalidade aditiva e multiplicativa. As previsões obtidas pelo por AESM-RNA quando comparadas com as previsões obtidas pelo algoritmo sazonal HWa e HWm, pelo modelo SARIMA e RNA correspondem ao melhor desempenho (MD na Tabela 6), por conta dos menores valores para a medida de erro descrita em (02). A exceção para isso é dada nos passos à frente 
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 (4 e 8 semanas) para a série temporal BGI cujos melhores desempenhos de previsão são dados ao modelo SARIMA.

Na Tabela 7, que avalia o desempenho dos modelos através da diferença entre os erros de previsão ao quadrado acumulados do modelo de melhor desempenho (coluna sombreada da Tabela 7) e os erros de previsão ao quadrado acumulados do modelo de melhor desempenho subsequente, percebe-se que o modelo de melhor desempenho de previsão supera o de melhor desempenho subsequente uma vez que as diferenças apresentadas são negativas. 

Tabela 7 – Desempenho de previsão pela Diferença do EQA

	
	
	

	Série
	h
	AESM-RNA
	RNA
	Diferença

	ICF
	4
	1.6E-03
	1.4E-02
	-1.2E-02

	
	8
	1.3E-03
	1.5E-02
	-1.4E-02

	
	
	AESM-RNA
	SARIMA
	

	ETH
	4
	5.4E-05
	1.7E-03
	-1.6E-03

	
	8
	5.3E-06
	1.9E-03
	-1.9E-03

	
	
	SARIMA
	RNA
	

	BGI
	4
	7.0E-05
	4.0E-04
	-3.3E-04

	
	8
	7.0E-06
	4.9E-04
	-4.9E-04

	
	
	AESM-RN
	SARIMA
	

	CCM
	4
	2.5E-05
	7.5E-04
	-7.3E-04

	
	8
	1.3E-06
	8.5E-04
	-8.5E-04

	
	
	AESM-RNA
	SARIMA
	

	SOJ
	4
	6.3E-05
	4.3E-03
	-4.2E-03

	
	8
	8.0E-05
	1.3E-03
	-1.2E-03


Fonte: Dados da pesquisa
Em seguida, com o objetivo de avaliar se a diferença entre os EQMs do modelo de melhor desempenho com o modelo de melhor desempenho subsequente é estatisticamente significante, aplicou-se o teste DM. Os resultados dos p-valores expostos na Tabela 8 indicam que, para os modelos comparados, a hipótese nula de que a diferença entre as medidas de erro é zero pode ser rejeitada para as séries temporais ICF, ETH, CCM e SOJ. Em relação à série BGI a mesma hipótese também pode ser rejeitada, indicando existir superioridade do resultado obtido através do modelo SARIMA. 

Tabela 8 – Teste Diebold-Mariano e modelos comparados

	Série
	h
	DM
	p-valor
	Modelos

	ICF
	4
	5.87
	0.00
	

	
	8
	5.61
	0.00
	AESM-RNA, RNA

	ETH
	4
	9.13
	0.00
	

	 
	8
	9.01
	0.00
	AESM-RNA, SARIMA

	BGI
	4
	5.00
	0.00
	

	
	8
	5.79
	0.00
	SARIMA, RNA

	CCM
	4
	5.79
	0.00
	

	
	8
	5.23
	0.00
	AESM-RNA, SARIMA

	SOJ
	4
	6.21
	0.00
	

	
	8
	5.57
	0.00
	AESM-RNA, SARIMA


Fonte: Dados da pesquisa
Pode-se concluir, com base no teste estatístico DM, através do desempenho das previsões realizadas para os passos à frente 
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 (4 e 8 semanas), que AESM-RNA agregou no período de análise evidências favoráveis a sua aplicação no mercado de contratos futuros agropecuários uma vez que a diferença entre as medidas de erro ser igual zero pode ser rejeitada. Isto indica, então, que os melhores desempenhos preditivos obtidos por AESM-RNA superam estatisticamente aquele modelo de melhor desempenho subsequente. 








Figura 4 – Comportamento dos preços originais e previstos dos contratos 

Fonte: Dados da pesquisa
Na Figura 4 são apresentados, através dos gráficos dos preços no período semanal, os comportamentos das séries temporais originais (linhas sólidas) e séries temporais previstas (linhas tracejadas) obtidos por AESM-RNA, uma vez que o mesmo apresentou os melhores desempenhos preditivos. Os gráficos foram elaborados no período de 10 de outubro de 2014 a 28 de novembro de 2014, fora da amostra. Observa-se que AESM-RNA, neste período, conseguiu detectar a tendência dos preços, com exceção para a série temporal BGI.

5. ConCLUSÕES 

A previsão dos preços dos contratos futuros agropecuários, como elemento do mecanismo de troca, reveste-se de singular importância para os envolvidos no mercado agropecuário tanto como os especuladores. Assim, as decisões tomadas por estes participantes, no curto prazo, presumem o conhecimento do comportamento dos preços.
As pesquisas realizadas sobre previsão de preços de contratos futuros agropecuários são dadas entre a análise empírica que se alterna entre o uso de modelos clássicos que decompõem a série temporal ou pela aplicação do modelo de redes neurais. Uma alternativa dada pela literatura é a combinação dos modelos de decomposição de séries temporais com modelos para fins de previsão.
Nesse contexto, o objetivo da pesquisa é pelo uso conjugado do modelo AESM com RNA para realizar a previsão dos preços dos contratos futuros agropecuários negociados na BM&FBOVESPA, no curto prazo. A justificativa para sua aplicação dá-se pela condição de melhora do desempenho preditivo.

Além disso, a pesquisa ao escolher o modelo AESM para decomposição das séries temporais buscou capturar as estruturas das séries temporais que representam o comportamento abrangente levando em consideração os efeitos do conjunto, dado o caráter multivariado do modelo.
Na pesquisa realizada por Lima et al. (2010) para investigar o comportamento dos preços dos contratos da soja com base no modelo ARIMA-GARCH / RNA os resultados de previsão foram favoráveis aos modelos ARIMA-GARCH. Diferente disto, os resultados obtidos indicaram superioridade preditiva para AESM-RNA.

Para soja e milho o trabalho de Ferreira et al. (2011) evidenciou a possibilidade do uso do modelo RNA como uma estratégia de precificação por conta dos resultados favoráveis. Ainda em relação aos mesmos contratos, o trabalho desenvolvido por Lima, Góis e Ulises (2007) indicou que o modelo autorregressivo demonstrou melhor poder de previsão. Esses resultados não foram confirmados uma vez que o desempenho preditivo indicou superioridade para AESM-RNA em relação aos modelos autorregressivo e de redes neurais.

Na avaliação das previsões para o preço dos contratos futuros do café Miranda, Coronel e Vieira (2013) concluíram que o modelo RNA quando comparado com o modelo ARMA demonstrou-se eficaz na previsão do preço, uma vez que os preços previstos foram próximos aos observados. Para os preços do café os resultados de desempenho preditivo foram favoráveis a AESM-RNA. A única exceção da superioridade preditiva para AESM-RNA deu-se para os contratos futuros do boi gordo uma vez que o modelo SARIMA apresentou melhor desempenho.
Portanto, no contexto da pesquisa e, com exceção para os preços do contrato futuro do boi gordo, os resultados empíricos demonstram superioridade preditiva para AESM-RNA, quando comparado com os modelos HWa, HWm, SARIMA e RNA, ao permitir um maior número de melhores desempenhos das previsões. Os resultados obtidos no período fora da amostra, mediante o uso das medidas de erro EQM e EQA além do teste MD para os passos à frente (4 e 8 semanas) confirmam isso.

De modo geral, AESM-RNA superou, em termos de perdas estatísticas, o modelo que apresentou o melhor desempenho subsequente. Assim, a pesquisa ao propor a combinação entre os modelos AESM e RNA realizou contribuições na discussão sobre a combinação dos modelos de decomposição de séries temporais com modelos para fins de previsão. Do ponto de vista prático os resultados obtidos constituem alternativa para auxiliar na formulação e na aplicação de políticas de gestão de riscos, por conta da relevância da previsão dos preços e da análise do comportamento do mercado ao especificar a tendência dos preços dos contratos futuros agropecuários.

Para próximas pesquisas sugere-se a utilização de outras bases de dados, a exemplo de preços dos contratos futuros nos mercados internacionais, a inclusão de outros produtos agropecuários, a adoção de outros períodos de análise além do uso de outras variáveis que possam aumentar o poder explicativo para AESM-RNA dado seu caráter multivariado.
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